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基于气象因子的长三角地区农田站点土壤水分时间序列预测
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摘要:以长三角3省1市为研究区,旨在构建长三角地区土壤水分长时间序列,为农业生产和遥感算法提

供数据支撑。研究基于空间匹配的站点土壤水分数据和气象数据,利用主成分分析得到4个有效主成分

作为线性回归和BP神经网络模型的输入因子,建立土壤水分与气象因子间的定量关系,并评估所构建模

型的精度。结果表明,基于全部站点数据建立的单一BP神经网络模型优于单一线性回归模型。单一线性

回归模型的R2=0.34,RMSE=0.046m3/m3,MAE=3.67%;而单一BP神经网络模型的训练、验证和测试

3个数据集的R2均在0.64以上,RMSE<0.043m3/m3,MAE低于3.4%。根据逐个站点分别构建分站点

的BP神经网络模型,其总体精度高于基于全部站点数据构建的单一BP神经网络模型。分站点构建的BP
神经网络模型的总体精度方面,3个数据集的R2均值在0.75以上,RMSE<0.039m3/m3,MAE低于3%。

通过对逐个站点分别构建BP神经网络模型,获得了精度较高、较稳定的土壤水分拟合结果。
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Abstract:Inordertoconstructalong-termseriesofsoilmoistureintheYangtzeRiverDelta,whichis
frequentlyusedforthevalidationofvarioussatelliteproductsandagriculturalproduction,thelinear
regressionandBPneuralnetworkmodelswereconstructedrespectivelytodescribethequantitativerelationship
betweensoilmoistureandmeteorologicalfactors.Basedonthepaireddataofin-situsoilmoistureand
meteorologicalobservationintheYangtzeRiverDeltaincludingthecityofShanghaiandtheprovincesof
Jiangsu,AnhuiandZhejiang,foureffectiveprincipalcomponentswereobtainedbyprincipalcomponent
analysisastheinputoftheestablishedmodels,andtheaccuraciesofthesemodelswereevaluatedsystematically.
Theresultsshowedthat,althoughbothbasedonallpaireddatafromsoilmoistureandmeteorological
observation,thepredictionaccuracyofthesingleBPneuralnetworkmodel(theR2wereallabove0.64,and
RMSEandMAEwerelessthan0.043m3/m3and3.4%separatelyinthesetsofthetraining,validationand
testingdata)wasbetterthanthesinglelinearregressionmodel(R2,RMSEandMAEwere0.34,0.046
m3/m3and3.67%respectively).However,accuraciesofboththesemodelswereworsethantheBPneural
networkmodelsbasedoneachpairedsoilmoistureandmeteorologicalobservationdata,withtheaverageof
R2above0.75,andRMSEandMAElessthan0.039m3/m3and3%respectively.ByconstructingtheBP
neuralnetworkmodelsbasedoneachpairedsoilmoistureandmeteorologicalobservationdata,amore
accurateandstablesoilmoisturefittingresultwasobtained.
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  土壤水分作为地球表层不同圈层相互作用的关

键参数,是地表物质循环与能量转换的重要载体和驱

动力[1-2]。土壤水分影响地表植被的蒸腾作用和光合

作用,影响土壤中微生物的生长和活动,并参与土壤

中有机碳循环,是陆地生态系统的重要控制因子[3-4]。
同时,土壤水分通过改变地表反射率、热容量和蒸散

发强度,以及调节显热、潜热通量,对气候变化起着反

馈调节的作用[5-6]。此外,土壤水分还与流域农业生

产、气象与地质灾害、水环境、水文循环等密切相

关[7],从而作用于国民经济和人类生活。因此,精确

获取土壤水分信息具有重要的现实意义。
土壤水分数据常用的获取方式主要包括地面传统

监测和遥感反演2种。传统地面实测方法主要采用负

压计、电子仪和时域反射仪等仪器来测定土壤中水分含

量或能态。其观测精度高,受环境影响较小,但费用高

且费时费力,采样时空分辨率难以兼顾[8-9]。这些特点

导致地面实测的土壤水分数据不能满足大范围、长时序

的研究需求。卫星遥感凭借其高时效、长序列、强动态

和大面积监测等优点,成为“面域”土壤水分数据获取的

常用方式[10-12]。但其监测深度仅限于地表厘米范围

内,大多用于植被稀少地区。同时,遥感反演土壤水

分模型的建立依赖于有效、准确、丰富的地面实测数

据[8,13]。然而我国现有的土壤水分实测数据时序较

短,以农业旬报为主,缺测时有发生,使得实际获得的

土壤水分数据非常有限[13]。因此地面实测数据的补

充和时序的延长成为当前研究工作的重点。
土壤水分时序数据的预测方法主要分为模型预

测和数据驱动预测2类。模型预测方法可分为基于

物理机制的模型和基于土壤水分平衡方程的模型,如

Hydrus、SWAT(soilandwaterassessmenttool)、

VIC(variableinfiltrationcapacity)等[14-16]。但此方

法输入参数种类多,模型结构复杂,对计算效率要求

较高,预测结果的差异性较大,导致普适性较差[9,17]。
以气象或作物要素与土壤水分关系为基础的数据驱

动方法,其形式和操作简单,参数易于获取,逐渐应用

于土壤水分的测定和预报研究中[18-20]。其中,大多数

学者主要考虑土壤水分和与之对应的即时气象因子

的关系,如杨娜等[13]以甘肃省为研究区域建立了多

个气象要素为输入、土壤水分为输出的BP神经网络

模型。而少部分学者加入了气象因子对土壤水分影

响的滞后性,如薛晓萍等[8]基于前期气象因子,利用

支持向量机(SVM)方法建立土壤水分预测模型,具
有较高的预测精度。此外,当前关于区域尺度站点土

壤水分的预测研究中常采用单一的模型,而忽略了土

壤水分与气象因子之间的空间差异性。例如,冯徽徽

等[21]采用回归分析和线性拉伸的方法校准高植被覆

盖区AMSR-E的低精度土壤水分数据,线性拉伸方

法强调所有像元具有相同的均值和方差,而忽略了土

壤水分的空间差异性;王青青等[22]利用BP神经网络

模型预测安徽省土壤水分发现,单一模型不能较好地

表达土壤水分的时间和空间差异。
针对现有研究较少考虑气象因子滞后性对土壤

水分的影响,以及采用单一模型不能很好体现土壤水

分与气象因子的定量关系在空间上的差异性等问题,
本文拟对比线性模型和神经网络模型,构建长三角地

区农田站点土壤水分和气象因子间的定量关系,对比

基于全部站点建立的单一模型和针对每个站点构建

的分站点模型的精度差异,寻求最优的站点土壤水分

数据时间序列的预测和补充方法。

1 数据与方法
1.1 研究区概况

以长三角(江苏省、安徽省、浙江省和上海市)为研

究区域(图1),其经纬度范围是27°12'—35°20'N,114°
54'—122°42'E,面积约为3.61 1́05km2。长三角地区以

季风气候为主,淮河以南为亚热带季风气候,淮河以北

为温带季风气候。该地区土地利用类型多样,以耕地和

林地为主(土地利用类型数据来自清华大学2015年30
m分辨率的地表覆盖图,http://data.ess.tsinghua.edu.
cn/)。地势总体西南高、东北低。根据地形地貌特点大

致可分为3部分:北部为黄淮平原,中部为长江中下游

平原,南部为低山丘陵地区;区域内水资源分布不均衡,
土壤水分含量差异较大[20,23]。

图1 研究区农田土壤湿度站点和气象站点示意
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1.2 数据来源与处理

从国家气象科学数据中心(http://data.cma.
cn/)的“中国农作物生长发育和农田土壤湿度旬值数

据集”获取1993—2013的10cm深度的土壤相对湿

度站点实测数据。气象要素数据来自“中国地面气候

资料日值数据集(V3.0)”的逐日气象观测,包括气

压、气温、降水量、蒸发量、相对湿度、风向风速、日照

时间和0cm地温,其时间范围为1951年至今。研究

区内有效的土壤相对湿度站点共47个。以土壤相对

湿度站点为基准,气象站点以距离最近的原则与湿度

站点进行匹配,站点匹配结果见图1。

1.2.1 土壤相对湿度数据转化 不同站点土壤相对

湿度观测数据存在一定的误差,因此需要前期的质量

控制。考虑到土壤相对湿度数据来源于农田,人为灌

溉对其影响较大,结合降雨资料,剔除无降雨事件发

生时土壤相对湿度突然明显增大的数据[24]。利用

Zhang等[25]提供的土壤容重数据和田间持水量数据

将获取的土壤相对湿度(%)转化为土壤体积含水量

(即下文中的水分),转换公式为:

Sv=Srδθf (1)
式中:Sv 为土壤体积含水量(m3/m3);Sr 为土壤相

对湿度(%);δ为土壤容重(g/m3);θf 为田间持水量

(m3/m3)。

1.2.2 气象数据处理 气象要素数据的处理主要包

括数据的合并、提取、缺省值的设置和单位转换。土

壤相对湿度数据以旬为时间分辨率,观测时间为每月

的8,18,28日,因此将逐日气象数据按相同日期作旬

平均。由于气象要素对土壤水分的影响有一定滞后

性,某日土壤水分可能与前期气象要素也具有较好的

相关性[26]。本文的气温要素中加入某日(8,18,28
日)前3天和后3天的7天平均气温,降水要素中增

加某日(8,18,28日)前6天和当日的7天累积降水

量。共选择平均气温(T_mean)、某日7天平均气温

(T_7days)、相对湿度(RH_mean)、平均风速(WS_

mean)、日照时间(DH_mean)、降水量(PRCP)、某日

7天累积降水量(PRCP_7days)和0cm 平均地温

(ST_mean)8个气象要素。

1.3 线性与非线性模型构建

1.3.1 基本统计分析 本文匹配的47组土壤相对

湿度站点和逐日气象站点,时间跨度为1993—2013
年共21年。为衡量各气象因子与土壤水分的相关程

度,将8个气象因子和实测土壤水分数据进行Pear-
son相关分析。在相关性分析的基础上,将8个气象

因子进行主成分回归分析。具体步骤包括:(1)通过

KMO(Kaiser-Meyer-Olkin)和Bartlett的球形度

检验,判断气象因子是否适合做主成分分析;(2)若适

宜,则对8个气象因子做降维处理,以特征值为0.8提取

主成分,得到主成分表达式;(3)将主成分得分作为自变

量,标准化处理的土壤体积含水量为因变量,采用最小

二乘法(leastsquare,LS)进行多元线性回归分析,构建

土壤水分与气象要素主成分之间的定量关系。LS的基

本原理来自于统计学中的极大似然估计,通过最小化

误差的平方和寻找数据的最佳匹配函数[27]。

1.3.2 神经网络模型的构建 人工神经网络(artifi-
cialneuralnetwork,ANN)是由大量简单的处理单

元(或称神经元)广泛地相互连接而形成的复杂网络

系统,具有大规模并行处理和分布式信息存储能

力[18]。1986年由 Rumelhart等[20]提出的误差反向

传播的多层前馈BP(backerrorpropagation)神经网

络是目前应用最广泛的模型之一。BP神经网络模型

的核心是采用迭代梯度算法通过调整网络输出与目

标之间的误差来修正其权值,使网络总误差最小。

BP神经网络模型包括网络构建、训练和预测3部分。
在本研究中,具体为:(1)主成分得分数据为模型的输

入层,将其随机分成3个子集,即训练数据集、验证数

据集和测试数据集,比例分别为70%,15%和15%。
预测的土壤体积含水量为模型的输出层,其中,隐含

层的神经元个数根据经验公式进行设置和调整。(2)
通过输入的已知样本集进行信息的正向传递和输出

层的误差反向传播,不断调整各层神经元的权值和阈

值,沿着误差函数的最速下降方向收敛,直到误差小

于设定值,然后将各层间连接权值和阈值信息保存起

来,建立预测模型。(3)用所建立的预测模型对试验

样本集进行预测结果的输出。

1.3.3 精度评价 选取决定系数R2(coefficientof
determination)、均 方 根 误 差 RMSE(root mean
squareerror)和平均绝对误差 MAE(meanabsolute
error)来评价预测精度。

2 结果与分析
2.1 相关性与主成分分析结果

本文8个气象因子与研究区站点10cm深度土

壤水分之间的相关性分析结果见图2。由图2可知,
温度、日照时间与土壤水分呈负相关;其中,日照时间

与土壤水分间负相关性最大,达到-0.401;0cm地

温与土壤水分负相关性较高,为-0.307;7天平均气

温和当天平均气温与土壤水分的负相关性相当。而

相对湿度、平均风速和降水量与土壤水分呈正相关,
其中相对湿度与土壤水分间的正相关性最大(相关系

数为0.368),平均风速与土壤水分间的正相关性最小

(0.072);当日降水量与土壤水分间的相关性(相关系

数为0.226)低于7天累计降水量和土壤水分的相关
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性(相关系数为0.260),说明土壤水分是前期降水量

综合影响的结果。总体来看,气象因子对土壤水分的

影响是综合的、复杂的,土壤水分和选取的8个特征

气象要素均显著相关,可进一步用于模型的构建。
将8个气象因子进行主成分分析,KMO检验值

为0.726,大于0.5,表明变量间相关性较强,并且球状

度Bartlett检验达到显著水平(Bartlett=481.934,

P<0.001),说明所选气象因子适宜进行主成分分

析。依据初始特征值>0.8,共提取4个主成分,累计

贡献率为94.68%(>85%),提取效果较好,主成分分

析的部分结果见表1。可知第1主成分以温度为主,
第2主成分以日照时间和降水为主,第3主成分以风

速为主,第4主成分以相对湿度为主。
  注:**表示在0.01水平(双侧)上显著相关。

图2 实测土壤水分和气象因子的Pearson相关系数

表1 主成分分析结果(部分)

主成分
初始特征值

总值 方差比/% 方差累计/%

成分矩阵

|*|>0.56(按数值递减顺序)

1 4.881 44.086 44.086 T_mean,T_7days,ST_mean
2 2.515 27.676 71.762 DH_mean,PRCP_7days,PRCP
3 1.053 12.674 84.436 WS_mean
4 0.836 10.245 94.681 RH_mean

2.2 基于全部站点构建的单一模型对比

基于全部站点构建研究区标准化处理的土壤水

分和4个主成分间单一的线性模型和BP神经网络

模型见图3。单一线性模型的土壤水分预测值范围为

0.14~0.39m3/m3,平均值为0.26m3/m3;单一BP神经

网络模型的土壤水分预测值为0.06~0.37m3/m3,平均

值为0.25m3/m3。总体上,基于单一线性模型的预测结

果变化幅度略小于BP神经网络模型。单一线性模型中

建模部分的R2=0.35,RMSE=0.045m3/m3,MAE=
3.60%,验证部分的R2=0.34,RMSE=0.046m3/m3,

MAE=3.67%,总体拟合效果不够理想。单一BP神

经网络模型的 RMSE均小于线性模型,其训练、验
证、和测试数据集的 RMSE 值的范围为0.042~
0.043m3/m3;MAE值均在3.40%以内,小于单一线

性模型的预测误差;单一BP神经网络模型的3个数

据集的R2(0.64~0.66)均高于单一线性模型的R2。
因此,基于全部站点构建的单一BP神经网络模型精

度优于单一线性模型。其主要原因可能是土壤水分

受外界环境等因素影响较大,很难用简单的线性模型

来拟合土壤水分与气象要素间的关系[26]。

图3 基于全站点构建的单一模型拟合结果

2.3 全站点与分站点构建的BP神经网络模型对比

基于每个站点分别构建的分站点BP神经网络

模型的精度优于基于全部站点建立的单一BP神经

网络模型(表2和图4),其中分站点的精度评价指标

均为47个站点的平均值。分站点BP神经网络模型

的预 测 误 差 均 较 小,训 练、验 证 和 测 试 数 据 集 的

MAE均值为2.21%~2.95%,相应的RMSE的均值

为0.029~0.039m3/m3,R2均值为0.75~0.86,精度

参数均显著优于基于全部站点的单一BP预测模型。
土壤水分是一个复杂的非线性耦合系统,在不同的空
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间位置,土壤水分时间变化与气象因子的关系并不相

同,因此,很难用一个单一的函数关系进行大范围、长
时序的预测[18,20]。相关的结论在前人的研究中也有

报道,刘学勤等[28]构建土壤含水率与9个气象因子的

回归方程发现,不同坡向的回归方程中纳入的气象因子

不同;孙倩倩等[29]建立了东北土壤湿度的分区回归预报

模型,而各区域土壤湿度的显著影响因子有所差异;陈
昌华等[30]对比了采用分区域、分阶段建立的BP神经网

络模型与全要素BP神经网络模型的预测效果,在气象

要素相同的条件下,分区域、分阶段的神经网络模型

预测效果优于全要素BP神经网络模型。
表2 全站点的单一BP和分站点BP神经网络精度对比

模型构建

方法
数据集 数量

RMSE/

(m3·m-3)
MAE R2

全部站点

单一BP

训练集 9957 0.043 0.034 0.659
验证集 2133 0.042 0.034 0.649
测试集 2133 0.043 0.034 0.641
训练集 9953 0.029 0.022 0.856

分站点BP 验证集 2135 0.035 0.027 0.793
测试集 2135 0.039 0.030 0.749

图4 分站点建立神经网络模型的不同数据集拟合效果

  为充分比较不同区域气象数据与土壤湿度数据

的拟合效果,选择苏北沿海地区58049(滨海)站点、
淮北平原58215(寿县)站点、长江三角洲平原58356
(昆山)站点和浙西北丘陵区的58530(歙县)站点进

行对比(站点位置见图1)。4个站点分别构建的BP
神经网络模型的预测值与实测值的对比结果见图5
和图6。58049站点的土壤水分时间变化较平稳,其
训练、验证和测试数据集的预测精度均优于其他站

点,此站点土壤水分与相对湿度和日照时间的Pear-
son相关系数较高(分别为0.485和-0.422),且在P
<0.05水 平 显 著。58356站 点 的3个 数 据 集 的

RMSE和 MAE比其他站点稍大,并且土壤含水量波

动较大,土壤水分与地表温度和相对湿度的相关性较

高,且在P<0.05水平显著(相关系数分别为-0.
479**和0.466**)。58215站点和58530站点的拟合

效果介于二者之间,2个站点的土壤含水量变化均较

稳定。其中,58215站点位于内陆平原水网区,受地

表水体影响,土壤水分变化较稳定,土壤水分与日照

时间和地表温度的相关性分别为-0.456和-0.396,
且在P<0.05水平显著;58530站点位于低山丘陵区

的林区,人类活动影响较小,气象因子中以7天累计

降水量和日照时间为主导(相关系数分别为0.478和

-0.457,且在P<0.05水平显著)。由此可见,不同

地理位置站点土壤水分的主控气象因子不同,采用单

一的定量关系很难准确表达大范围、长时序的土壤水

分与气象因子的函数关系。

图5 58049站点建立的神经网络模型与实测值的对比案例
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图6 58215,58356,58530站点建立的神经网络模型与实测值的对比案例

3 结 论
(1)基于主成分分析,将选取的8个气象因子降

维处理,得到4个主成分。
(2)基于全部站点的土壤水分与4个主成分数据

构建的单一线性模型精度低于单一BP神经网络模

型,表明土壤水分和气象要素间存在着复杂的非线性

关系。
(3)分站点构建的BP神经网络模型优于基于全

部站点构建的单一BP神经网络模型,可能原因是不

同站点所在地理位置不同,其土壤水分和气象因子间

的关系也随之发生变化。
本研究的结果为土壤水分的时间变化预测提供

了新思路,使得利用常规气象观测资料补充和延长长

三角地区的站点监测土壤水分数据成为可能,同时为

其他区域土壤水分时间序列的补充提供借鉴和参考。

但由于数据的缺乏,本文仅研究了土壤水分与气象因

子的关系,其他相关的影响因子对土壤水分的影响有

待进一步研究;同时,此方法的普适性和稳定性需要

其他地区的进一步补充和验证。
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